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基于变分自动编码器的动态主题模型
孙 凌,韩立新,勾智楠
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摘 要:传统动态主题模型的后验分布推断需要复杂的推理过程,仅模型假设的细微变化就需要重

新进行推断,时间成本较高,制约了模型的可变性和通用性。为了提高动态主题模型的性能,提出

了基于变分自动编码器融合动态因子图进行推断的动态主题模型。该模型对变分下界进行再参数

化,生成一个下界估计器,将隐变量转换为一组辅助参数,使得新的参数不依赖于变分参数,用标准

随机梯度下降法直接优化变分目标,同时融合动态因子图对状态空间模型进行建模,弱化推断的概

率特性,简化优化过程,实现有效的推断。结果表明,提出的模型不仅保证了准确性,而且其简化模

型有效降低了推断的时间成本,从而为动态主题模型能有效应用于复杂的时间场景提供更多可能。
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Abstract:Theposteriordistributionoftraditionaldynamictopicmodelrequirescomplexreasoningprocess,andasmallchange
inmodelassumewillrequirere-deduction,meanwhilewithhightimecost,whichrestrictsthevariabilityandgeneralityofthe
model.Adynamictopicmodelbasedonvariationalautoencoderfusingwithdynamicfactorgraphforinferenceisproposedin
ordertoimprovetheperformanceofdynamictopicmodel.Themodelmakesareparameterizationtricktoevidencelowerbound
togeneratealowerestimator,andconvertsthehiddenparameterstoagroupofauxiliaryparameters,whichmakesnewparam-
etersnotdependonvariationalparameters;standardstochasticgradientdescentmethodcanbeavailabletovariationalobjective
functiondirectly.Atthesametime,integratingthedynamicfactorgraphonmodelingthestatespacemodelweakenstheproba-
bilisticofthemodel,simplifiestheoptimizationprocess,andmakeseffectiveinference.Theexperimentalresultsshowthatthis
modelguaranteestheaccuracy,andthesimplifiedmodelreducesthetimecosteffectively,whichwillprovidemorepossibilities
fordynamictopicmodeltobeappliedtocomplextimescenarioseffectively.
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  主题模型是一种非常流行的对文本隐含主题建

模的方法,广泛应用于自然语言处理、信息检索等各

个领域。针对具有时间属性的文本,BLEI等[1]首

次提 出 了 动 态 主 题 模 型(dynamictopicmodel,

DTM),在主题建模时引入时间维度,从而跟踪并分

析主题随时间变化的状况。应用DTM的主要问题

是参数估计的计算成本,传统的估计方法是利用

EM算法迭代计算贝叶斯后验分布的变分推断方

法[2],将近似后验分布问题转换为解决 KL散度的

优化问题,对隐变量的推断转换为对变分变量的迭

代更新,然而迭代模型的推导复杂且需高时间成本,
尤其是新模型在建模假设中有细微变化都需重新推

断,严重制约了不同建模自由探索的实践可能性。
由此激发了研究者对黑盒推断方法的探索,文献

[3—6]提出了仅需有限的信息并给定生成过程,能
够自动应用到新模型的一些方法。

变 分 贝 叶 斯 自 动 编 码 (auto encoding
variationalbayes,AEVB)[6]是一种基于变分自动编

码器(variationalautoencoder,VAE)的深度生成模

型,可对变分下界再参数化生成一个下界估计器,将
隐变量转换为一组辅助参数,使得新的参数不依赖

于变分参数,可用标准随机梯度下降法优化变分目

标,从而简化优化过程,实现有效的后验推断。然而

在训练过程中会造成组件塌陷[7],即一种类似于先

验信任的局部最优,在应用到主题模型时会造成所

有主题都一样。SRIVASTAVA 等[8]利用 AEVB
对主题模型进行推断,提出了新的主题模型ProdL-
DA,但是无法适用于DTM。基于以上研究,本文

以神经网络模型进行概率推断为基础,提出一种基

于变分自动编码器的动态主题模型推断学习方法。

1 动态主题模型

在DTM 中,时间片t上的序列语料的生成过

程如下。

1)根据βt|β(t-1)~N(β(t-1),σ2Ι)生成时间片

t上的主题-词汇概率分布βt;

2)根据αt|α(t-1)~N(α(t-1),δ2Ι)生成时间片t
上的先验主题先验分布αt;

3)循环生成该时间片t上的每一篇文章d:

①根据θ~N(αt,a2Ι)生成时间片t上的文档-
主题概率分布θ;

②循环文档d 中的每一个词n,根据Z~Mult(π
(θ))生成词-主题分配标识向量Z;根据 W (t,d,n)~
Mult(π(β(t,z)))生成词W (t,d,n)。

DTM包含的隐变量包括文档和主题层面上

的,分别为主题分布θ、词-主题分配标识向量Z,时
间片t上的主题-词汇分布参数变量βt。

在DTM中,高斯模型被应用于时间序列上的

自然参数的处理,从而对时间上的动态变化进行建

模,然而,由于高斯分布和多元分布的非共轭性,直
接对后验分布进行推断难以操作。另一方面,尽管

Gibbs抽样[9]在静态的主题模型上得到有效的应

用,但是非共轭性导致抽样方法难以应用于动态模

型[10]。因此,DTM采用变分推断[11]来近似后验分

布。变分推断首先假设一个较简单的包含隐变量的

分布,这个分布包含相应的变分变量,通过不断更新

变分变量,达到优化变分分布与真实后验分布之间的

KL散度的目的,当KL散度小于某个阈值后,可将变

分分布作为真实的后验分布的近似替代。在文档层

面的隐变量有θ(t,d)和z(t,d,n),对应变分变量的更新采

用共轭梯度法来优化,对主题层面的隐变量β(t,k)的

变分变量的更新采用基于卡尔曼过滤算法的近似推

断[11]。然而,尽管对目标下界的优化和变分变量的

更新均有解析解,但由于灵活性受限,一旦应用和需

求变化所带来的新模型则需要重新推导出有解析解

的迭代更新模型,尤其对一些复杂的模型难以得到,
甚至没有解析解。

DTM中的状态空间模型描述了变量β随时间的

变化,由此对生成文档产生影响。DTM中采用基于

卡尔曼滤波的近似方法对主题参数β进行推断,需要

复杂 的 推 导,本 文 用 动 态 因 子 图(dynamicfactor
graph,DFG)[12]描述状态空间模型,简化推断。

状态变量和观测变量之间的依赖可表示为在序

列数据上的因子图,并且在时间片上重复。动态因

子图即因子图用于协调序列数据的扩展,相比现有

的状态空间方法,DFG允许建模过程中使用复杂的

函数来预测状态和观测值,弱化推断的概率特性,实
现高维度和非线性模型的有效推断[12]。

2 基于AEVB的推断学习方法

针对传统变分推断方法的局限性,AEVB提供

了很好的选择,通过训练推断网络编码器将文档映

射到近似后验分布,并且利用再参数化将隐变量转

换为一组辅助参数,使得新的参数不依赖于变分参

数,无需推导出变分参数的迭代更新模型。

AEVB是基于变分自动编码器VAE的一种深

度生成模型,可为主题模型提供一种有效的变分推

断和学习算法,其网络结构如图1所示。AEVB利

用神经网络来分别建模主题模型的文档生成概率和
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表示文档-主题的后验概率分布的变分近似分布。
其中,用于建模变分近似分布的神经网络作为编码

器,将输入文档映射为表示文档-主题的后验分布;
用于建模文档生成概率的神经网络作为解码器,将
后验分布映射为生成的文档概率分布。

生成
文档

解码器再参数化编码器文档

图1 基于AEVB推断学习的网络结构

Fig.1 Networkstructureofinference

learningbasedonAEVB

基于AEVB的推断学习方法,即使在大规模文

档数据集也可以实现有效的推断和学习,并在一些

轻微的可微性条件下,能处理复杂的后验分布[7],由
此面对主题模型由应用和需求变化带来的复杂新模

型,AEVB只需对变分下界的再参数化产生一个下

界估计器适配一个近似推断模型来处理复杂的后

验,最后用标准随机梯度下降方法直接优化,由此实

现有效的后验推断和学习。但是,针对动态主题模

型中满足时序动态变化的状态变量,AEVB无法建

模该状态变量的时序依赖关系。

3 基于变分自动编码器的动态主题模

型VADTM

采用基于变分自动编码器的推断方法对DTM
进行学习。利用神经网络来分别建模DTM的文档

生成概率p(w't|θt,βt)和表示文档-主题后验的变

分近似分布qϕ(θt|wt)。其中,用于建模变分近似

分布的神经网络作为编码器,将输入文档wt 映射

为表示文档-主题的后验分布qϕ(θt|wt),并捕获动

态先验,避免陷入局部最优;用于建模文档生成概率

的神经网络作为解码器,将后验qϕ(θt|wt)映射为

新文档w't 的生成概率p(w't|θt,βt),并将解码器

融合动态因子图对满足时序依赖的状态变量进行建

模。本文提出的基于变分自动编码器的动态主题模

型VADTM的网络结构如图2所示。
首先,根据上述DTM 生成过程得出模型的变

分目标。一个时间片t内按照静态主题模型的思想

建模,那么生成文档w't 的边际似然函数为

p(w't|αt,βt)=

再参数化，兹t=滋′t滓′t*着

w′t+1兹t+1滓′2
t+1

茁t+1

滋′
t+1

滓′2
t

wt+1

w′t

茁t

兹twt

滋′t

融合动态因子
图的解码器

捕获动态先验的编码器

…

…

…

…

…

…

图2 VADTM的网络结构

Fig.2 NetworkstructureofVADTM

∫∏
N

n=1
∑
K

zt,n
p(w'(t,n)|z(t,n),βt)p(z(t,n)|θt)( )

p(θt|αt)dθt。 (1)
考虑到需要利用再参数化对隐变量进行处理,

而文档中每个单词分配的主题标识变量zt 难以进

行再参数化,同时作为生成过程中的过渡变量,对表

示最后生成的文档以及理解新的文档都没有用处,
所以本文使用加法规则[9]将该变量去除,生成文档

w't 的边际似然函数则简化为式(2)所示:

p(w't|αt,βt)=

∫∏
N

n=1
p(w'(t,n)|θt,βt)p(θt|αt)dθt。

(2)
为了计算logp(w't|αt,βt),需引入一个额外

的变分函数qϕ(θt|wt),则生成文档w't 的边际对

数似然函数如式(3)所示:

l(w't,αt,βt)=log∫qϕ(θt|wt)×

  
p(w't|θt,βt)*p(θt|αt)

qϕ(θt|wt)
dθt。 (3)

则边际对数似然函数l(w't,αt,βt)的变分下

界[7]L(q,βt,αt;wt)如式(4)所示:

L(q,βt,αt;wt)􀰛 Eqϕ(θt|wt)[logp(wt |θt,

βt)]-DL[qϕ(θt|wt)||p(θt|αt)]。 (4)
仅当变分函数qϕ(θt|wt)=p(θt|wt;αt)时,

l(w't,αt,βt)=L(q,βt,αt;wt)。然而由于涉及积

分计算,无法计算真实的后验分布p(θt|wt;αt),
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因此找到最接近的近似分布q,通过KL散度来衡量

2个分布之间的距离来实现l(w't,αt,βt)的近似计

算,即求ϕ*=argminDL(qϕ(θt|wt)||p(θt|wt;

αt))。由文献[7]可知,近似分布qϕ(θt|wt)与真

实后验分布p(θt|wt;αt)的KL散度等于对数边际

似然与其下界的差,由此t时刻变分目标即最大化

变分下界,如式(5)所示:

ϕ* =argminDL(qϕ(θt|wt)||p(θt|wt;αt))=
argmin(l(w't,αt,βt)-L(q,βt,αt;wt))=
argmaxL(q,βt,αt;wt)=
argmax(Eqϕ(θt|wt)[logp(w't|θt,βt)]-
DL[qϕ(θt|wt)||p(θt|αt)]), (5)

式中:第1项为负的平均重构误差;第2项为近似分

布q和先验分布θ 之间的KL距离。由此变分目标

的两项可由解码器和编码器来分别建模。

3.1 捕获动态先验的编码器

在VAE中,用神经网络来估计p(θt|wt;αt)
的近似分布qϕ(θt|wt),称为推断网络,即编码器。
假设qϕ(θt|wt)服从对角化协方差的正态分布,则

logqϕ(θt|wt)=logN(wt;μ't,σ'2
t),其中均值μ't

和协方差σ'2
t 用神经网络来计算。

同样,DTM中θt 服从以αt 为均值的对数高斯

分布,即logp(θt|wt)=logN(wt;μt,σt),其中

μt=αt,σt=a。那么式(5)中第2项记作Lkl,则

Lkl =DL[qϕ(θt|wt)||p(θt|αt)]=
1
2
(tr(σ-1

tσ't)+(μt-μ't)T

  σ-1
t (μt-μ't)-K +log

|σt|
|σ't|

)。 (6)

其中超参数αt 满足高斯随机游走模型,作为常

数,本文在初始化时采用满足高斯分布的随机采样

进行参数微调,而非全设为1[9],在一定程度上缓解

组件塌陷,从而获得解释性更优的主题词。
为了计算式(5)中第1项对应qϕ 的期望,用再

参数化即一个蒙特卡洛估计器[1]来计算qϕ:添加辅

助参数ε,使得θt=μ't+σ't*ε,通过对ε~N(0,I)
采样实现对θt ~N(μ't,σ'2

t)的采样,此时从编码器

输出到θt 只涉及线性操作,因此容易实现使用随机

梯度下降法进行优化。

3.2 基于动态因子图的解码器

解码器根据已知qϕ(θt|wt)的情况下,估计更

好的生成模型p(w't|θt,βt),使得输入文档wt 与

生成的新文档w't 尽量接近,即wt 经过编码再解码

尽可能多的恢复出原来的信息,使得式(5)第1项平

均重构误差最小。在时间片t给定训练集D,其中

包含N 个独立同分布样本w1
t,w2

t,…,wN
t ,由3.1可

知,其中式(5)中第1项Eqϕ(θt|wi
t)
[logp(wi'

t |θt,

βt)]通 过 采 样 计 算,每 次 采 样 1 个 点,那 么

Eqϕ(θt|wi
t)
[logp(wi'

t|θt,βt)]≈logp(wi'
t|θt,βt),

且该模型服从多变量伯努利分布,则该对数似然即

负的交叉熵。
上述是在t时刻的生成模型,在考虑相邻时间

片状态变量的依赖关系后,本文采用动态因子图来

改进解码器。变量βt 满足如下状态空间模型:

βt|βt-1 ~N(βt-1,σ2Ι),

w't ~ Mult(π(βt))。 (7)
将其表示为动态因子图的形式,如图3所示。

变量
因子茁t+1茁t

观察
因子 g

w′t+1w′t

茁t+1

观察因子 f
解码器

w′t+1

图3 状态空间模型转换的动态因子图

Fig.3 Dynamicfactorgraphconvertedfrom

statespacemodel

其中观察因子g 连接状态变量βt 和观察变量

wt,即w't=g(βt;θt);动态因子f 连接相邻时间片

之间的状态变量β,即βt=f(β(t-1)),并建模变量之

间的条件依赖。因子可以用负对数域表示:每个因

子计算一个能量值,即相互连接的变量配置的负对

数似然。系统的总能量是因子能量的总和,所以变

量配置的最大化似然通过最小化总能量来获得。
模型的似然概率是每个因子发生概率的乘积,

在对数空间中,乘积变求和。观察因子g(βt;θt)发

生的概率为p(w't|θt,βt),对数似然记作Lg,由前

述可知,即负的交叉熵,Lg =-wt*logp(w't|
θt,βt)。

对于动态因子,由于从(t-1)时刻的主题到t时

刻 的 主 题 满 足 高 斯 随 机 游 走 模 型,

f=p(βt|β(t-1),σ)=
1
2πσ

exp(-
(βt-β(t-1))2

2σ2
),

则对数似然Lf = -‖βt-β(t-1)‖2(L2正则)。
综上所述,变分目标(5)最终可以表示为如下

的目标损失函数:

424



第6期 孙 凌,等:基于变分自动编码器的动态主题模型

argmaxL(Θ)=argmax(Lg +Lf -Lkl)=

argmin∑
T

t
(wt*logp(w't|θt,βt)+

‖βt-β(t-1)‖2+Lkl)=

argmin∑
T

t∑
D

i
(wt,i*log(π(βt)

π(μ't+σ't*ε))+‖βt-β(t-1)‖2+
1
2
(tr(σ-1

tσ't)+(μt-μ't)T

σ-1
t (μt-μ't)-K +log

|σt|
|σ't|

))。 (8)

基于此优化目标,本文采用随机梯度下降法训

练整个网络。

3.3 相关工作比较

动态主题模型性能优化的关键是如何获取更

高效的训练算法[10]。常用的包括利用EM算法迭

代计算后验分布的变分推断方法[2]和利用马尔可

夫链蒙特卡洛方法的Gibbs抽样方法[9],然而变分

推断方法需要对变分变量的迭代更新公式进行复

杂的推导过程,难以应用到扩展的模型,而本文结

合VAE网络架构,利用再参数化将编码器输出的

2个网络与辅助参数进行线性操作,此时对变分变

量的推断简化为对2个网络参数的优化,简化了迭

代更新模型;相较于Gibbs抽样方法,每次迭代采

样都需遍历所有数据点直到收敛,本文的VADTM
只需对正 态 分 布 进 行 一 次 采 样,优 化 了 推 断 时

间。SRIVASTAVA等[8]同样利用 AEVB进行变

分推断,并 基 于 该 推 断 方 法 提 出 新 的 主 题 模 型

ProdLDA,但不适用动态主题模型,本文提出的

VADTM融合了动态特性,对先验进行调优,同时

将状态空间模型转换为动态因子图进行时序建模

并适配解码器。由此,VADTM保证传统方法的准

确性同时,还节约了时间成本,实现有效的性能

优化。

4 实验及结果分析

4.1 实验环境

硬件上,采用因特尔酷睿i7四核处理器,处理

器主频为2.2GHz,内存大小为16GB。软件上,采
用 macOS Sierra 操 作 系 统, 深 度 学 习 框 架

Tensorflow0.10.0,Python2.7作为开发环境。

4.2 实验数据

采用一个时间跨度为25年(1985—2009),以自

然语言处理领域中文期刊论文(DBLP)为主导的语

料库[13]进行实验。选取该语料库13600篇论文的

英文摘要作为文档。语料库的词汇数目为10984。
本文将语料库分为10个时间片,每个时间片上的

论文数大致相当,对每篇论文进行预处理,包括去除

非UTF-8字符、标点、长度小于3的单词、英文停止

词等,并进行分词以及单词词干化等预处理。

4.3 评估方法

主题模型所面临的另一个主要问题是如何客观

地衡量模型的优劣度,由于其非监督的特性,不同的

应用中需实现不同的任务,使得模型的选择变得困

难,因此很难直接评估一个模型的好坏[11]。传统方

法使用perplexity对主题进行定性评估,文献[14]
指出该方法不能很好地表示主题词的语义特性,

LAU等[15]提出主题相关性的评估标准更接近人类

判 断, 并 使 用 归 一 化 点 互 信 息 (normalized

pointwisemutualinformation,NPMI)对主题定性

评估。本文采用NPMI方法,NPMI(t)表示主题t
的主题相关性,取主题t的top-N 主题词集进行计

算,最后取K 个主题的平均主题相关性作为评估指

标,平均主题相关性越大,表示模型越优。

NPMI(t)=∑
N-1

i=1
∑
N

j=i+1

log
p(wi,wj)

p(wi)p(wj)
-logp(wi,wj)

。

4.4 对比实验结果分析

采用文献[9]提出的使用Gibbs抽样进行推断

的LDA、文献[2]提出的使用平均场变分推断的

DTM、文献[8]提出的基于变分自动编码器推断的

ProdLDA以及本文提出的VADTM 进行比较。实

验中,选取主题数量为50进行实验。超参数αt 是

文档-主题分布即高斯分布的均值,它的初始化值需

反映真实语料的分布特征,实验通过设置不同的αt

取值来描述真实语料的概率分布,通过比较主题相

关性来找到最优的αt,图4给出了VADTM在超参

数αt 设置不同高斯分布方差的条件下平均主题相

关性的对比结果,结果显示,方差αt 取0.8时,模型

达到最优,即0.8最能反映真实语料的概率分布特

征。表1给出了当超参数αt 全部设置为1时模型

学到的主题词,结果显示在不同时间片中都存在相

近的且没有意义的主题词,说明模型出现一定程度

的组件塌陷问题,而当超参数αt 的取值为高斯分布

的随机采样结果时,能避免产生相近的且无意义的

主题词,如表2所示。表2选取了同表1相同时间

片下的部分主题词,可见不同主题之间不再出现相

似的主题词且主题词解释性更优。说明一定程度上

缓解了 AEVB 的 组 件 塌 陷 问 题,主 题 的 解 释 性
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更强。
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图4 不同方差设置下主题相关性对比

Fig.4 Contrastoftopiccoherencebydifferentvariances

表1 超参数αt 全部设置为1时部分主题词

Tab.1 Partialtopicwordswhenαtissetas1

1.fuzzycontrollerneuralselfnetworklearningtuningrulepredic-

tivecontrol

2.fuzzycontrollercontroloptimalmarktrackingrobotredundancy

endcoding

3.controlcontrollerfuzzyselftrackingschemeinternaltuningpre-

dictivestructure

4.fuzzyfermentationrepetitivetunecontrollerchatteringrule

yeastyieldtiming

表2 超参数αt 取值为随机采样结果时

部分主题词

Tab.2 Partialtopicwordswhenαtissetasthe

randomsamplingresults

1.controlsatisfactoryfuzzyreheatindustrialoptimizationquality

networkprocessneural

2.neuralrepetitivesystematicchatteringbakeryeastfednet

acquiringnetwork

3.cameraretrievalimagefaceredundancyspectralvalleyrecogni-

tioncontouractive

4.controlfuzzycontrollerpredictiveprivilegesectionpayment

electroniccashaudit

表3显示了所有模型的平均主题相关性的比

较。结果显示ProdLDA和 VADTM 产生了相近

的主 题 相 关 性 且 优 于 两 种 传 统 方 法。同 时

VADTM 耗时50min左右训练模型,然而基于平

均场变分推断的DTM 则耗时超过10h。这说明

了本文提出的基于变分自动编码器并融合动态因

子图进行推断的动态主题模型 VADTM,保证一

定准确性的同时,有效优化了推断时间,节约了时

间成本,相 较 于 ProdLDA 也 实 现 了 动 态 模 型 的

应用。
表3 不同方法的平均主题相关性比较

Tab.3 Contrastoftopiccoherencebydifferentmethod

VADTM LDA(Gibbs抽样) DTM(变分推断) ProdLDA

0.218 0.153 0.112 0.221

5 结 语

基于 变 分 自 动 编 码 器 神 经 网 络 结 构 训 练

DTM,使用再参数化将DTM 中文档层面的隐变量

文档-主题θ转换为一组辅助参数,使得新的参数不

依赖于变分参数,可用标准随机梯度下降法直接优

化变分目标,同时将主题β 的状态空间模型转换为

动态因子图进行时序建模,将复杂的变分推导转换

为对状态β的正则化约束,简化了变分目标。实验

表明,本文提出的 VADTM 保证准确性,优化推断

时间,实现了有效的性能优化。未来,将考虑根据具

体的应用例如图像识别[16]来调整模型,并结合微博

平台利用改进的DTM来建模用户信任关系[17]。
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